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Modellierung dynamischer Systeme
mit zeitkontinuierlichen rekurrenten
Fuzzy-Systemen
Modeling of Dynamical Systems Using Continuous-time Recurrent Fuzzy Systems

Jürgen Adamy und Andreas Schwung

In diesem Beitrag wird die Anwendung zeitkontinuierlicher rekurrenter Fuzzy-Systeme (KRFS)
zur Modellbildung technischer Systeme beschrieben. Ausgehend von der Systembeschreibung
rekurrenter Fuzzy-Systeme werden Verfahren vorgestellt, mit denen das KRFS das Verhal-
ten des Prozesses anhand von Messdaten und qualitativem Prozesswissen erlernen kann.
Die Leistungsfähigkeit wird anhand der Modellierung eines biotechnologischen Prozesses
gezeigt.

This paper presents the application of continuous-time recurrent fuzzy systems for mode-
ling of dynamical systems. After a short introduction on recurrent fuzzy systems, we present
methods for learning the dynamics using both measurement data and qualitative knowledge.
The capability of the approach is shown by modeling of a biotechnological process.
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1 Einleitung

Seit ihrer Einführung werden die Theorie und die Anwen-
dungsbereiche von Fuzzy-Systemen kontinuierlich erwei-
tert. Eine vielbeachtete Anwendungsmöglichkeit der Fuzzy-
Logik ist die Modellierung statischer und dynamischer Zu-
sammenhänge. Die Verwendung von Fuzzy-Systemen zur
Modellierung hat den Vorteil, dass linguistisches Vorwis-
sen erfahrener Prozessanwender in den Modellbildungs-
prozess integriert werden kann. Somit eignen sich Fuzzy-
Systeme insbesondere zur Modellierung sogenannter Grey-
Box-Modelle, deren physikalische Beschreibung zwar nicht
oder nur schwierig möglich ist, bei denen aber über reine
Messdaten des Ein-/Ausgangsverhaltens hinaus qualitatives
Wissen über das System vorhanden ist.

Eine weit verbreitete Möglichkeit zur Modellierung dyna-
mischer Systeme mit Fuzzy-Logik geht auf Takagi, Sugeno
und Kang (TSK) zurück [14]. Bei diesem Ansatz werden

Systemmodelle in i Arbeitspunkten in Form von Differen-
tialgleichungen mithilfe von Fuzzy-Regeln gewichtet:

Wenn x1(t) = Lx1
j1 und . . . und xn(t) = Lxn

jn

und u1(t) = Lu1
q1 und . . . und um(t) = Lum

qm , (1)

dann ẋ=Aix+Biu .

Ein gänzlich anderer Ansatz führt auf rekurrente Fuzzy-
Systeme (RFS), bei denen die Systemdynamik linguistisch
durch Regeln der Form

Wenn x1(t) = Lx1
j1 und . . . und xn(t) = Lxn

jn

und u1(t) = Lu1
q1 und . . . und um(t) = Lum

qm , (2)

dann ẋ1(t) = Lẋ1
w1

und . . . und ẋn(t) = Lẋn
wn

beschrieben wird. Hierbei sind Lup
qp , Lxi

ji und Lẋi
wi linguis-

tische Werte der Eingänge, der Zustände und ihrer Ablei-
tungen. Die Konklusion und damit die Zustandsableitungen
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werden bei RFS im Gegensatz zu TSK-Fuzzy-Systemen
aus linguistischen Werten und nicht aus Differentialglei-
chungen gebildet. Dies erlaubt eine Beschreibung der Sys-
temdynamik allein auf Grundlage linguistischer Regeln.

RFS wurden zunächst für zeitdiskrete Systeme entwi-
ckelt [1; 3; 6; 9] und in der Mustererkennung industriell ein-
gesetzt [1; 10]. In [2] werden RFS dann auf den Fall zeit-
kontinuierlicher Größen erweitert und systemtheoretische
Eigenschaften wie Ruhelagen und Stabilität untersucht.
In [5] wird außerdem am Beispiel einer Brennstoffzelle
gezeigt, dass sich zeitkontinuierliche rekurrente Fuzzy-
Systeme (KRFS) sehr gut zur Modellierung nichtlinearer
Systeme eignen. Allerdings wurde die Modellbildung und
Optimierung weitestgehend händisch durchgeführt.

Um die Modellierung zu automatisieren, müssen geeignete
Optimierungsverfahren entwickelt werden, mit denen das
KRFS an das zu modellierende System angepasst werden
kann.

Hierbei kann das bereits vorhandene Wissen über das Sys-
tem in den Modellierungsprozess einbezogen werden. Im
Regelfall wird dieses Prozesswissen qualitativer Natur sein,
sodass nur die Struktur des Fuzzy-Systems vom Anwender
vorgegeben werden kann. Die quantitative Ermittlung der
Parameter des KRFS allein aus Prozesswissen ist dagegen
nahezu unmöglich.

Deshalb werden im Folgenden einerseits Verfahren vorge-
stellt, die auf Basis der bereits vorgegebenen Struktur die
Parameter des KRFS an das Systemverhalten anpassen. An-
dererseits kann bei geeigneter Auslegung des KRFS mit
einem dieser Verfahren auch die Struktur, d. h. die Regel-
basis, bestimmt werden.

Der Beitrag gliedert sich wie folgt: Abschnitt 2 stellt zu-
nächst die Systembeschreibung kontinuierlicher rekurrenter
Fuzzy-Systeme vor. In Abschnitt 3 werden dann Lernver-
fahren für KRFS entwickelt, deren Anwendung Abschnitt 4
anhand der Modellierung eines biotechnologischen Prozes-
ses zeigt.

2 Zeitkontinuierliche rekurrente
Fuzzy-Systeme

Zunächst soll eine kurze Einführung in KRFS gegeben wer-
den. Eine ausführlichere Beschreibung findet sich in [2].

Die Struktur zeitkontinuierlicher rekurrenter Fuzzy-Systeme
ist in Bild 1 dargestellt. Die Funktionen f(x(t),u(t)) und
g(x(t),u(t)) sind jeweils vollständige Fuzzy-Systeme mit

I1
s

f(x(t),u(t)) x(t)
x(t)

ẋ(t)u(t) y(t)
g(x(t),u(t))

Bild 1: Blockschaltbild eines zeitkontinuierlichen rekurrenten Fuzzy-
Systems.

Fuzzifizierung, Inferenz und Defuzzifizierung. Somit neh-
men sowohl die Eingangsvektoren u(t) und x(t) als auch
die Ausgangsvektoren ẋ(t) bzw. y(t) crispe Werte an. Da
die Ausgangsfunktion g für die Dynamik keine Rolle spielt,
wird sie im Weiteren ohne Beschränkung der Allgemeinheit
vernachlässigt.

Die Dynamik des KRFS, die durch f(x(t),u(t)) gegeben ist,
kann linguistisch durch Regeln der Form

Wenn x1(t) = Lx1
j1 und . . . und xn(t) = Lxn

jn

und u1(t) = Lu1
q1 und . . . und um(t) = Lum

qm , (3)

dann ẋ1(t) = Lẋ1
w1(j,q) und . . . und ẋn(t) = Lẋn

wn (j,q)

beschrieben werden. Hierbei sind Lxi
ji , Lup

qp und Lẋi
wi (j,q) die

linguistischen Werte der linguistischen Zustände xi , der lin-
guistischen Eingänge up und der linguistischen Zustands-
ableitungen ẋi . Letztere beschreibt die Ableitung der Zu-
standsvariable in sprachlicher Form, beispielsweise durch
,,positiv“, ,,null“ und ,,negativ“.

Jede Regel der Form (3) wird über die Index-Vektoren j
(Indizes der linguistischen Werte Lxi

ji der Zustände) und q
(Indizes der linguistischen Werte Lup

qp der Eingänge) sowie
w (Indizes der linguistischen Werte Lẋi

wi der Zustandsablei-
tungen) vollständig durch die Abbildung (j,q) → w(j,q)
definiert. Für ein System mit zwei Zuständen und einem
Eingang mit jeweils zwei linguistischen Werten (Lxi

1 und
Lxi
2 ) und den linguistischen Zustandsableitungen (Lẋi

1 , Lẋi
2

und Lẋi
3 ) lässt sich beispielsweise die Regel

Wenn x1(t) = Lx1
1 und x2(t) = Lx2

2

und u(t) = Lu
2, (4)

dann ẋ1(t) = Lẋ1
1 und ẋ2(t) = Lẋ2

3

durch die Abbildung
(
j q

) = (
1 2 2

) → (
1 3

) =w(j, q) be-
schreiben.

Fasst man obige linguistische Werte und Ableitungen je-
weils in gemeinsamen linguistischen Vektoren Lx

j , Lu
q und

Lẋ
w(j,q) zusammen, so ergibt sich die folgende äquivalente

Kurzform der Regeln (3)

Wenn x(t) = Lx
j und u(t) = Lu

q, (5)

dann ẋ(t) = Lẋ
w(j,q) (6)

in Form einer linguistischen Differentialgleichung mit
x ∈Rn , u ∈Rm .

Einen geschlossenen mathematischen Ausdruck für (5), (6)
gewinnt man, wenn jedem linguistischen Wert Lxi

ji jeder
Zustandsvariablen xi eine Zugehörigkeitsfunktion μ

xi
ji (xi)

zugeordnet wird. Gleiches Vorgehen führt zu den Zuge-
hörigkeitsfunktionen μ

up
qp (up) der Eingangsgrößen up. Die

Abszisse des Maximalwerts der Zugehörigkeitsfunktion sxi
ji

bzw. sup
qp wird als Kernposition bezeichnet. Als Zugehö-

rigkeitsfunktionen der linguistischen Ableitungen, also der
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Ausgänge von f(x(t),u(t)), werden Singletons sẋi
wi (j,q) ver-

wendet, die auch als Kernpositionsableitungen bezeichnet
werden. Ähnlich wie bei den linguistischen Werten lassen
sich auch die Kernpositionen und Kernpositionsableitungen
in Vektorform sxj , suq und sẋw(j,q) zusammenstellen.

Zusätzlich werden an die Zugehörigkeitsfunktionen die fol-
genden Bedingungen gestellt:

1. Beschränkung: μ
xi
ji (xi) ∈ [0, 1] für alle xi ∈ Xi ,

2. Konvexität:

⎧⎨
⎩

μ
xi
ji (xi) monoton steigend ∀ xi < sxi

ji

μ
xi
ji (xi) monoton fallend ∀ xi > sxi

ji

,

3. Partitionierung:
∑

ji μ
xi
ji (xi) = 1 für alle xi ∈ Xi und

μ
xi
ji (s

xi
ji ) = 1 und μ

xi
ji (s

xi
li ) = 0 für ji �= li ,

4. Stetigkeit: μ
xi
ji (xi) ist stetig in Xi .

Verwendet man nun Dreieck- und Rampenfunktionen als
Zugehörigkeitsfunktionen, dann lässt sich das KRFS voll-
ständig durch die Lage der Kernpositionen und Kernposi-
tionsableitungen beschreiben (Bild 2a).

Als Operatoren für die Aggregation und Implikation wird
das algebraische Produkt, für die Akkumulation die einfa-
che Summe verwendet. Die Defuzzifizierung erfolgt mit der
Center of Singletons Methode.

Mit den Bedingungen 1.–4. und gemäß [2; 3] ergibt sich
schließlich die mathematische Beschreibung der Dynamik
zu

ẋ(t) = f(x(t),u(t)) =
∑
j,q

sẋw(j,q)

n∏
i=1

μ
xi
ji (xi)

m∏
p=1

μ
up
qp (up) .

(7)

Anschaulich formen die Kernpositionsvektoren sxj und suq
ein Gitter im Eingangsraum X ×U . Die Kernpositions-
ableitungen sẋi

wi (j,q) geben an, in welche Richtung und mit
welcher Geschwindigkeit die Systemtrajektorie durch den
zugehörigen Punkt führt (Bild 2b).

Den im folgenden Abschnitt vorgestellten Lernverfahren
für KRFS werden zur Vereinfachung der Darstellung noch
zwei Definitionen vorangestellt:

Bild 2: (a) Beispiele für Zugehörigkeitsfunktionen mit entsprechenden
Kernpositionen sx1j1 und Kernpositionsableitungen sẋ1w1

. (b) Die Zugehö-
rigkeitsfunktionen bilden ein Gitter im Zustands-/Eingangsraum [5].

Definition 1 Prämisse Ξ einer Regel:

Ξ(j,q)(x,u) =
n∏

i=1
μ

xi
ji (xi)

m∏
p=1

μ
up
qp (up) . (8)

Definition 2 Menge der zur Kernpositionsableitung sẋi
w∗ ge-

hörenden Regeln:

Λi(s
ẋi
w∗) = {(j,q)|sẋi

wi (j,q) = sẋi
w∗ } . (9)

Λi(s
ẋi
w∗) enthält alle Indexvektoren der Prämisse (j,q), de-

ren Konklusion wi(j,q) durch den Index w∗ gegeben ist,
d. h. Λi(s

ẋi
w∗) beschreibt alle Regeln der Form (3), die den-

selben linguistischen Ausgangswert besitzen.

3 Lernverfahren für KRFS

Der folgende Abschnitt soll genauer beleuchten, wie dy-
namische Systeme durch rekurrente Fuzzy-Systeme nach-
gebildet werden können. Grundsätzlich sind hier die zwei
folgenden Probleme zu lösen.
Zum einen müssen die Struktur des Fuzzy-Systems, ins-
besondere die Zahl der Zugehörigkeitsfunktionen für die
Zustands- und Eingangsgrößen, sowie die Regeln festgelegt
werden. Dies kann bei vielen Systemen auf Basis qualitati-
ven Prozesswissens erfolgen.
Zum anderen müssen die freien Parameter des KRFS, d. h.
die Parameter der Zugehörigkeitsfunktionen, so angepasst
werden, dass das KRFS den dynamischen Prozess gut nach-
bilden kann. Diese Optimierung der Systemparameter ist
allerdings allein auf Basis von Expertenwissen nahezu un-
möglich.
Stattdessen verwendet man N Messdatensätze der Ein-
gangs- und Zustandsgrößen sowie der Zustandsableitungen(

û(k)
p , x̂(k)

i , ˆ̇x(k)
i

)
mit i = 1, . . . , n, p = 1, . . . , m, k = 1, . . . , N, die das Ver-
halten des Prozesses möglichst repräsentativ wiedergeben.
Mit diesen Messdaten ist es dann möglich, das KRFS auch
quantitativ an das zu modellierende System anzupassen.
Das KRFS lernt also anhand von Beispieldaten das gene-
relle Systemverhalten.
Zunächst wird nun die Optimierung der Ausgangszugehö-
rigkeitsfunktionen (Kernpositionsableitungen) und anschlie-
ßend die Optimierung der Eingangszugehörigkeitsfunktio-
nen (Kernpositionen) beschrieben.

3.1 Optimierung der
Ausgangszugehörigkeitsfunktionen

Zur Optimierung der Kernpositionsableitungen werden, wie
oben, zwei Fälle unterschieden, die unterschiedliche Anfor-
derungen an das vorhandene Vorwissen stellen:

1) Optimierung ohne Beschränkungen (Abschnitt 3.1.1):
Jeder Regel wird eine eigene Kernpositionsableitung
sẋi
wi (j,q) zugeordnet (Bild 3 links). Vorwissen wird hier
nur für die Festlegung der Zahl der Eingangszugehö-
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Bild 3: Regelbasis für ẋ1 ohne Beschränkung (links) und mit Beschrän-
kung (rechts) der Zahl an Kernpositionsableitungen. Die Zahlen von
1–12 kennzeichnen jeweils unterschiedliche linguistische Werte der
Zustandsableitungen Lẋ

w(j,q).

rigkeitsfunktionen benötigt, die Festlegung einer Re-
gelbasis ist dagegen nicht erforderlich. So können die
Struktur und die Parameter des Systems bestimmt wer-
den. Nachteilig ist allerdings die große Anzahl von
Kernpositionsableitungen.

2) Optimierung mit Beschränkungen (Abschnitt 3.1.2): Die
Zahl der Kernpositionsableitungen wird eingeschränkt.
Dies setzt voraus, dass anhand von Expertenwissen be-
reits die Struktur, d. h. eine Regelbasis, festgelegt wurde
(Bild 3 rechts), wodurch die linguistische Interpretier-
barkeit des KRFS gegeben ist. Man bestimmt also nur
die Parameter des Systems. Während der Optimierung
sind hier Nebenbedingungen einzuhalten.

Zunächst wird Fall 1 betrachtet.

3.1.1 Optimierung ohne Beschränkungen

Zur Herleitung wird zunächst die allgemeine Systemdar-
stellung rekurrenter Fuzzy-Systeme (7) in die Komponen-
ten der Zustandsableitung aufgespalten:

ẋi =
∑
j,q

sẋi
wi (j,q)

n∏
l=1

μ
xl
jl (xl)

m∏
p=1

μ
up
qp (up)

=
∑
j,q

Ξ(j,q)(x,u) · sẋi
wi (j,q) = �T (x,u) · sẋi , (10)

wobei im letzten Schritt die Summe über alle Regeln durch
das Vektorprodukt dargestellt wird. Im Vektor �(x,u) sind
die Prämissen (8) aller Regeln zusammengefasst. Der Vek-
tor sẋi enthält die der jeweiligen Prämisse (Regel) zuge-
ordneten Kernpositionsableitungen in xi-Richtung. Somit
enthält sẋi alle Kernpositionsableitungen der linguistischen
Zustandsableitung ẋi .
Offensichtlich ist Gleichung (10) linear in den zu opti-
mierenden Parametern sẋi , sodass sich das Verfahren der
kleinsten Quadrate (Least Squares) zur Lösung anbietet.
Man minimiert also den quadratischen Fehler zwischen
gemessenem ˆ̇xi und berechnetem Ausgang ẋi der N Daten-
paare:

Ji(sẋi ) = 1
2

N∑
k=1

(
e(k)

i

)2 = 1
2

N∑
k=1

(
ˆ̇x(k)

i − ẋ(k)
i

)2
(11)

= 1
2

N∑
k=1

(
ˆ̇x(k)

i −�T (
x̂(k), û(k)) · sẋi

)2→min .

Insgesamt ergeben sich somit i = 1, . . . , n konvexe Opti-
mierungsprobleme, die unabhängig voneinander gelöst wer-
den können.

Zur Vereinfachung der Schreibweise werden die Regres-
sionsmatrix � und Vektoren zi

� =
⎛
⎜⎝

�T (x̂(1), û(1))
...

�T (x̂(N ), û(N ))

⎞
⎟⎠ , zi =

⎛
⎜⎜⎝

ˆ̇x(1)
i
...

ˆ̇x(N )

i

⎞
⎟⎟⎠ (12)

eingeführt. Mittels dieser Notation ergibt sich aus Gl. (11)
das Optimierungsproblem zu

Ji(sẋi ) = (
zi −� · sẋi

)T (
zi −� · sẋi

) →min . (13)

Die Lösung dieses Optimierungsproblems in der i-ten
Komponente lautet [7]

sẋi = [
�T ·�]−1

�T zi . (14)

Nach der Optimierung kann man eng beieinanderliegende
Komponenten von sẋi zu jeweils einer zusammenfassen und
so deren Anzahl reduzieren. Nun widmen wir uns Fall 2.

3.1.2 Optimierung mit Beschränkungen

Ein Nachteil des Vorgehens in Abschnitt 3.1.1 ist, dass die
Interpretierbarkeit des KRFS verloren geht, da jeder Regel
eine eigene Kernpositionsableitung zugeordnet wird. Da die
Zahl der Regeln R exponentiell mit der Dimension n +m
des Fuzzy-Systems und der Zahl an Zugehörigkeitsfunktio-
nen in jeder Dimension r(α) gemäß

R =
n+m∏
α=1

r(α) (15)

ansteigt, wächst auch die Zahl der Kernpositionsableitun-
gen exponentiell.

Will man die Interpretierbarkeit beibehalten, so muss man
die Zahl der linguistischen Werte der Kernpositionsablei-
tungen begrenzen. Wie bereits erwähnt, muss hierzu die
Regelbasis vorher festgelegt werden, es muss also einer
bestimmten Prämisse eine Konklusion aus der Menge der
möglichen Konklusionen zugeordnet werden. Die Erstel-
lung der Regelbasis erfolgt hierbei mithilfe qualitativen
Wissens über das Systemverhalten.

Um auch in diesem Fall eine Optimierungsaufgabe zu ent-
wickeln, geht man wieder von der Systembeschreibung (10)
aus. Allerdings sind die Vektoren �(x,u) und sẋi von de-
nen in Abschnitt 3.1.1 verschieden.

Aufgrund der eingeschränkten Zahl linguistischer Werte
gilt jetzt

sẋi = [sẋi
1 · · · sẋi

mi
]T , (16)

wobei mi der Anzahl an linguistischen Werten der i-ten
Zustandsableitung entspricht und die Kernpositionsablei-
tungen aufsteigend bezüglich ihrer linguistischen Werte
geordnet sind.
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Der Vektor �i(x,u) enthält wiederum die zur jeweiligen
Konklusion gehörenden Prämissen und ist definiert durch

�i(x,u) =

⎛
⎜⎜⎜⎜⎜⎜⎜⎝

∑
(j,q)∈Λi (s

ẋi
1 )

Ξ(j,q)(x,u)

... ∑
(j,q)∈Λi (s

ẋi
mi )

Ξ(j,q)(x,u)

⎞
⎟⎟⎟⎟⎟⎟⎟⎠

(17)

mit Λi(s
ẋi
w∗) nach Definition 2. Im Gegensatz zum unbe-

schränkten Fall (Abschnitt 3.1.1) ist �i(x,u) nun von der
i-ten Komponente des Zustandsvektors abhängig, da sich
die Beschränkungen in jeder Komponente ẋi unterscheiden
können.

Mit (16), (17) und ähnlicher Zuordnung wie in (12) kann
wiederum das Least-Squares-Problem (13) formuliert wer-
den. Allerdings entstehen Nebenbedingungen, die bei der
Optimierung eingehalten werden müssen. So soll ein lin-
guistischer Wert ,,niedrig“ kleiner als ein linguistischer
Wert ,,hoch“ sein. Es muss also gelten:

sẋi
v < sẋi

v+1 ∀ v = 1, . . . , m −1 . (18)

Fasst man diese Bedingungen zusammen, so folgt

A · sẋi < 0 (19)

mit

A=

⎛
⎜⎜⎜⎜⎝
1 −1 0 . . . 0

0 1 −1 0
...

...
. . .

. . .
. . . 0

0 . . . 0 1 −1

⎞
⎟⎟⎟⎟⎠ , A ∈ R(m−1)×m .

(20)

Insgesamt ergeben sich damit i = 1, . . . , n konvexe quadra-
tische Optimierungsprobleme der Gestalt

Ji(sẋi ) = (
zi −� · sẋi

)T (
zi −� · sẋi

) −→min , (21)
A · sẋi < 0 , (22)

zu deren Lösung effiziente Verfahren der quadratischen
Programmierung (QP) genutzt werden können [12].

3.2 Optimierung der
Eingangszugehörigkeitsfunktionen

Will man neben den Kernpositionsableitungen sẋw(j,q)
, d. h.

den Ausgangszugehörigkeitsfunktionen, auch die Lage der
Kernpositionen sxj , suq, d. h. die Eingangszugehörigkeits-
funktionen, optimieren, entsteht ein multimodales Optimie-
rungsproblem, zu dessen Lösung verschiedene Suchverfah-
ren [13] existieren.

Eine Gruppe sind gradientenbasierte Verfahren [13], bei de-
nen sich die Parameter

ξ =
[
sxj
suq

]
, ξ ∈ Rl×1 (23)

mit

l =
n+m∑
α=1

r(α) (24)

im aktuellen Iterationsschritt κ aus den Parametern im
vorangegangenen Iterationsschritt κ −1 und einem Korrek-
turterm gemäß

ξ(κ) = ξ(κ −1)−η(κ −1)g(κ−1) (25)

berechnen, wobei η die Schrittweite und g den Gradienten
der Gütefunktion angibt.

Als Gütefunktion dient der quadratische Fehler zwischen
gemessenem ˆ̇xi und dem anhand von x̂(k), û(k) berechneten
Ausgangswert ẋi :

Ji(ξ) = 1
2

N∑
k=1

(
e(k)

i

)2 = 1
2

N∑
k=1

(
ˆ̇x(k)

i − ẋ(k)
i

)2
. (26)

Der Index i weist darauf hin, dass bei KRFS insge-
samt n Gütefunktionen Ji auftreten, die jeweils für eine
Komponente der Zustandsableitung ẋi gelten. Entsprechend
handelt es sich bei der Optimierung der Kernpositionen
grundsätzlich um ein Mehrzieloptimierungsproblem, das
zusammenfassend in der Vektorform

J(ξ) =
⎡
⎢⎣

J1(ξ)
...

Jn(ξ)

⎤
⎥⎦ →min (27)

geschrieben werden kann. Es sei darauf hingewiesen, dass
im Gegensatz zur Optimierung der Kernpositionen die
Optimierung der Kernpositionsableitungen (Abschnitt 3.1)
kein Mehrzieloptimierungsproblem darstellt, da die Güte-
funktionen bezüglich der Kernpositionsableitungen entkop-
pelt sind.

3.2.1 Lösung des Mehrzieloptimierungsproblems

Zur Lösung von Mehrzieloptimierungsproblemen existieren
verschiedene Ansätze [11]. Das Mehrzieloptimierungsprob-
lem (27) ist etwas einfacher zu handhaben als allgemeine
Mehrzieloptimierungsprobleme, da alle Kriterien die glei-
che Form aufweisen.

Deshalb bietet sich die Anwendung der Weighted-Sum-
Methode an [15]. Diese Methode gewichtet die einzelnen
Optimierungskriterien in geeigneter Weise, wodurch das
Mehrzieloptimierungsproblem (27) in ein einzelnes Opti-
mierungsproblem der Form

J(ξ) = [
τ1 · · · τn

] ·
⎡
⎢⎣

J1(ξ)
...

Jn(ξ)

⎤
⎥⎦ →min (28)

überführt wird.

Entscheidend für die erfolgreiche Anwendung der Weighted-
Sum-Methode ist die Definition eines geeigneten Vektors τ ,
der die einzelnen Optimierungskriterien ausgewogen ge-
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wichtet. Würde man die jeweiligen quadratischen Fehler
gleich gewichten, so würden die Ausgangsgrößen mit dem
größten Wertebereich den Optimierungsprozess dominie-
ren.

Um dies auszuschließen, werden die quadratischen Feh-
ler gemäß dem Verhältnis der Varianzen der jeweiligen
gemessenen Zustandsableitungen ẋi gewichtet und damit
normiert. Bezeichnet man mit σẋi die Varianz der Messda-
ten der i-ten Zustandsableitung, so können die Einträge des
Gewichtungsvektors durch

τi = 1
n −1

·

n∑
j=1, j �=i

σẋj

n∑
j=1

σẋj

(29)

definiert werden.

3.2.2 Bestimmung der Gradienten

Der nächste Schritt ist die Bestimmung des in (25) benötig-
ten Gradienten der Gütefunktion (28) zu

g= ∂J(ξ)
∂ξ

= ∂
(
τ T ·J(ξ))

∂ξ
= τ T · ∂J(ξ)

∂ξ
, (30)

wobei

∂J(ξ)
∂ξ

=

⎛
⎜⎜⎜⎜⎜⎝

∂J1(ξ)
∂ξ1

· · · ∂J1(ξ)
∂ξl

...
. . .

...

∂Jn(ξ)

∂ξ1
· · · ∂Jn(ξ)

∂ξl

⎞
⎟⎟⎟⎟⎟⎠ (31)

die Jakobi-Matrix bezüglich des Parametervektors ist.

Für die jeweiligen Einträge von (31), also die Ableitung
einer Gütefunktion Ji gilt allgemein

∂Ji(ξ)

∂ξv

= −
N∑

k=1

(
ˆ̇x(k)

i − ẋ(k)
i

)
· ∂ ẋ(k)

i (ξ)

∂ξv

(32)

mit

∂ ẋ(k)
i (ξ)

∂ξv

=
∑
j,q

sẋi
wi (j,q) ·

∂Ξ(j,q)
(
x̂(k), û(k))
∂ξv

. (33)

Die Ableitung von Ξ(x̂(k), û(k)) nach ξv, d. h. der Kernposi-
tion sxv

rv bzw. sxp
qp , berechnet sich beispielsweise zu

∂Ξ
(
x̂(k), û(k))
∂sxv

rv
= ∂μ

xv
jv

(
x̂(k)

v

)
∂sxv

rv

n∏
i=1,i �=v

μ
xi
ji

(
x̂(k)

i
) m∏

p=1
μ

up
qp

(
û(k)

p
)
,

(34)

da in jeder Regel nur eine Zugehörigkeitsfunktion pro Di-
mension aktiviert wird, sodass der Parameter sxv

rv nur einmal
auftritt.

Schließlich gilt für die Ableitung der dreiecks- und rampen-
förmigen Zugehörigkeitsfunktionen

∂μ
xv
jv (x̂(k)

v )

∂sxv
rv

=

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

(
x̂(k)

v − sxi
ji

)
(
sxi

ji − sxi
ji−1

)2 · δ(sxi
ji−1, sxi

ji , x̂(k)
v

)
wenn rv = ji −1 ,

−
(
x̂(k)

v − sxi
ji−1

)
(
sxi

ji − sxi
ji−1

)2 · δ(sxi
ji−1, sxi

ji , x̂(k)
v

)

−
(
x̂(k)

v − sxi
ji+1

)
(
sxi

ji+1 − sxi
ji

)2 · δ(sxi
ji , sxi

ji+1, x̂(k)
v

)
wenn rv = ji ,
(
x̂(k)

v − sxi
ji

)
(
sxi

ji+1 − sxi
ji

)2 · δ(sxi
ji , sxi

ji+1, x̂(k)
v

)
wenn rv = ji +1 ,

0 sonst,

(35)

wobei

δ(a, b, x̂(k)
v ) =

{
1 wenna < x̂(k)

v ≤ b ,

0 sonst. (36)

Die Ableitungen nach den Kernpositionen suq ergeben ent-
sprechende Ergebnisse.
Genau genommen ist die Ableitung der Zugehörigkeits-
funktion in der Kernposition nicht differenzierbar. Aller-
dings kann man die Ableitung in der Kernposition ohne
praktische Einschränkung entweder zu null oder auf den
links- oder rechtsseitigen Grenzwert setzen.

3.3 Gleichzeitige Optimierung
aller Zugehörigkeitsfunktionen

Nachdem in den vorigen Abschnitten die Lernverfahren für
die Kernpositionen und die Kernpositionsableitungen vor-
gestellt wurden, werden diese nun in einen Gesamtalgorith-
mus [8] integriert, sodass eine gleichzeitige Optimierung
aller Parameter erfolgen kann:

1. Initialisierungsschritt: Die Anzahl der Zugehörigkeits-
funktionen und die Lage der Kernpositionen in jeder
Dimension wird festgelegt. Außerdem werden die Kern-
positionsableitungen mittels Least Squares oder QP in-
itialisiert.

2. Lernen der Kernpositionen: Aktualisieren der Kernpo-
sitionen ξ durch Anwendung des Gradientenverfahrens
(Abschnitt 3.2)

3. Lernen der Kernpositionsableitungen: Aktualisieren der
Kernpositionsableitungen sẋi durch Anwendung des
Least-Squares-Verfahrens (Abschnitt 3.1.1) oder der QP
(Abschnitt 3.1.2).

4. Überprüfung des Abbruchkriteriums: Unterschreitet die
Parameteränderung eine vorgegebene Grenze oder steigt
der Validierungsfehler an, wird der Algorithmus been-
det. Ansonsten gehe zu Schritt 2.

Der Algorithmus bietet den Vorteil, unabhängig vom Grad
des Vorwissens anwendbar zu sein. Ist beispielsweise eine
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komplette Regelbasis gegeben, so werden die Kernposi-
tionsableitungen mit Beschränkungen optimiert, ist keine
Regelbasis, sondern nur die Zahl der Kernpositionen in
jeder Dimension festgelegt, wird entsprechend ohne Be-
schränkungen optimiert.

4 Modellierung eines Bioreaktors

Die Leistungsfähigkeit zeitkontinuierlicher rekurrenter
Fuzzy-Systeme zur Modellierung technischer Systeme soll
am Beispiel eines Bioreaktors gezeigt werden. Die Mo-
dellierung derartiger Bioreaktoren erfolgt durch Aufstellen
der Massenbilanzen [4]. Betrachtet man nur die normierten
Zellmassen x1 und Substratmassen x2, so lassen sich die
folgenden Bilanzen

ẋ1 = μ(x2)x1 −ux1 , (37)
ẋ2 = σ(x2)x1 −ux2 (38)

herleiten. Hierbei ist u die Verdünnungsrate, die als Stell-
größe dient, μ die Wachstumsrate und σ die Substratver-
brauchsrate.

Im vorliegenden Benchmark-System (37), (38) werden
die Wachstums- und Verbrauchsrate mit dem Substrat-
Inhibition-Modell [4]

μ(x2) = (1− x2)ex2/γ , (39)

σ(x2) = 1+β

1+β− x2
μ(x2) (40)

und den Modellparametern β = 0,02, γ = 0,48 nachgebil-
det.

Zur Modellierung des Bioreaktors wird zunächst die Zahl
der Zugehörigkeitsfunktionen in jeder Dimension sowie
die Lage der Kernpositionen festgelegt. Die Erfahrung im
Umgang mit dem Reaktor zeigt, dass insbesondere die
Substratmasse x2 stark nichtlinear in die Zustandsraumbe-
schreibung (37), (38) eingeht. Deswegen wird die Zahl der
Zugehörigkeitsfunktionen in x2 auf sechs festgelegt. Für die
Zellmasse x1 und die Verdünnung u sind jeweils zwei Zu-
gehörigkeitsfunktionen ausreichend, sodass sich 24 Regeln
in jeder Zustandsgröße ergeben. Die beiden äußeren Kern-
positionen werden auf den Minimal- und Maximalwert der
Trainingsdaten in der jeweiligen Dimension festgelegt, um
die Zahl der zu optimierenden Parameter zu verringern und
die Extrapolation von Trainingsdaten zu vermeiden. Die
Regelbasis wird zunächst nicht vorgegeben. Entsprechend
wird auch die Zahl der Ausgangszugehörigkeitsfunktionen
(Kernpositionsableitungen) nicht beschränkt.

Zur Generierung von Trainingsdaten wird der Prozess mit
einem amplitudenmodulierten Pseudo-Rausch-Binär-Signal
im Bereich u ∈ [0,3 1,1] angeregt. Bei der Wahl die-
ses Anregungsbereichs wurde darauf geachtet, dass insbe-
sondere der Bereich hoher Substratkonzentrationen ausrei-
chend angeregt wird, da vor allem hier stark nichtlineares
Verhalten zu beobachten ist (vgl. Bild 4).

Bild 4: Typischer Verlauf von Wachstums- und Substratverbrauchsrate
über der Substratmasse. Die senkrechten gestrichelten Linien markie-
ren die optimierten Kernpositionen sx2j2 .

Zusätzlich wurde ein Validierungsdatensatz generiert
(Bild 5), mit dem die Generalisierungsfähigkeit des KRFS
überprüft werden soll.

Nach der Initialisierung werden nun die Kernpositionen
und Kernpositionsableitungen mithilfe des Trainingsdaten-
satzes gelernt.

Die Verläufe der Ableitungen der Zellmasse und der Sub-
stratmasse sind in Bild 6 gezeigt. Man erkennt, dass das
KRFS eine sehr gute Übereinstimmung mit den Trainings-
daten aufweist. Der mittlere quadratische Fehler (RMSE)

0 100 200 300 400 500
0

0.2

0.4

0.6

0.8

1
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Substratmasse x2
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1
,
x

2
,
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Index der Validierungsdaten

Bild 5: Verlauf der Validierungsdaten.

Bild 6: Vergleich der Zustandsableitungen ẋ1 und ẋ2 für den Trainings-
datensatz. Das rekurrente Fuzzy-System kann das dynamische Verhal-
ten des Bioreaktors sehr gut nachbilden.
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Bild 7: Vergleich der Zustandsableitungen ẋ1 und ẋ2 für den Validie-
rungsdatensatz.

für eine Ein-Schrittprädiktion beträgt 0,14% für ẋ1 und
0,66% für ẋ2.

Die Generalisierungsfähigkeit des KRFS lässt sich anhand
der Verläufe des Validierungsdatensatzes in Bild 7 zeigen.
Auch hier ist eine sehr gute Übereinstimmung mit einem
RMSE von 0,17% für ẋ1 und 0,92% für ẋ2 zu beobachten.

Zur Veranschaulichung der Funktionsweise rekurrenter
Fuzzy-Systeme wurde Bild 4 um die Lage der sechs op-
timierten Kernpositionen für x2 ergänzt. Da die Nichtli-
nearität hauptsächlich durch die Substratverbrauchsrate σ

erzeugt wird, passt sich das durch die Kernpositionen ent-
stehende Gitter (vgl. Bild 2) dieser an. Entsprechend liegen
die Kernpositionen vermehrt im Bereich hoher Substrat-
massen.

Wie bereits angesprochen, ist die Interpretierbarkeit des
gelernten Modells aufgrund der großen Zahl von 24 Aus-
gangszugehörigkeitsfunktionen kaum gegeben. Allerdings
kann man bereits aus der Verteilung der Kernpositionsablei-
tungen weitergehende qualitative Informationen gewinnen,
sodass es gelingt, die Zahl an Kernpositionen zu verringern.

Bild 8 zeigt, wie sich der RMSE über der Zahl an Kernposi-
tionsableitungen verändert, wobei die Parameter jeweils mit
Quadratischer Programmierung optimiert wurden. Wie er-
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Bild 8: Entwicklung des RMSE über der Zahl an Kernpositionsableitun-
gen für ẋ1 (links) und ẋ2 (rechts). Erwartungsgemäßnimmt der RMSE
bei geringerer Zahl an Kernpositionsableitungen zu.
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wartet verschlechtert sich der RMSE bei abnehmender Zahl
an Kernpositionsableitungen, sodass ein Kompromiss zwi-
schen Interpretierbarkeit und Modellgüte gefunden werden
muss. Es zeigte sich, dass auch mit jeweils 10 Kernposi-
tionsableitungen in ẋ1 (RMSEtrain = 0,43%, RMSEvalid =
0,38%) und ẋ2 (RMSEtrain = 1,84%, RMSEvalid = 1,83%)
noch eine zufriedenstellende Modellgüte erreicht werden
kann. Bild 9 zeigt die resultierende Regelbasis, mit der die
dynamischen Eigenschaften des Bioreaktors linguistisch be-
schrieben werden können.

Aus der Regelbasis lässt sich das Verhalten der bestimmen-
den Nichtlinearitäten, ausgedrückt durch Wachstums- und
Substratverbrauchsrate, ablesen. Betrachtet man in der Re-
gelbasis den Verlauf von ẋ1 über der Substratmasse x2,
so erkennt man in Übereinstimmung mit dem Verlauf der
Wachstumsrate (Bild 4) eine kontinuierliche Abnahme, die
mit x1 skaliert wird.

Das inhibierende Verhalten der Substratverbrauchsrate wird
insbesondere aus der Regelbasis von ẋ2 deutlich. Betrachtet
man hierzu die Regeln für x1 = ,,l“, so erkennt man einen
Anstieg der linguistischen Werte in ẋ2 bis x2 = ,,ml“ und
einen deutlichen Abfall für größere Substratmassen. Dies
entspricht exakt dem aufgrund der Lage der Kernpositionen
in Bild 4 zu erwartenden Verhalten. Ist dagegen x1 = ,,s“,
tritt kein Sprung in den linguistischen Werten auf. Da x1
multiplikativ wirkt, hat die Nichtlinearität angesichts der
hohen Verdünnungsrate nur geringen Einfluss und tritt in
der Regelbasis nicht hervor.

5 Zusammenfassung

In diesem Beitrag wurde die Anwendung zeitkontinuier-
licher rekurrenter Fuzzy-Systeme zur Modellierung tech-
nischer Systeme am Beispiel eines Bioreaktors gezeigt.
Hierzu wurden Verfahren zur Optimierung der Zugehö-
rigkeitsfunktionen vorgestellt, die unterschiedliche Formen
von Vorwissen berücksichtigen. Die Ergebnisse zeigen,
dass auf Basis von qualitativem Wissen und unter Nutzung
von Messdaten genaue Modelle stark nichtlinearer Systeme
einfach ermittelt werden können. Dabei können sowohl die
Modellstruktur als auch die Modellparameter ermittelt wer-
den.
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